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ABSTRACT: This study implements an interactive circuit simulator using Graph Neural Networks(GNNs). Users build circuits via a GUI, which are converted into graphs representing components and connections. A Graph Convolutional Network(GCN) is trained to predict optimal power source placements, ensuring all light bulbs are powered. The system combines real-time power flow simulation with GNN-based inference to support automated circuit completion and analysis.
초록: 본 연구에서는 GNN을 사용하여 인터랙티브 회로 시뮬레이터를 구현하였다. 사용자는 GUI를 통해 회로를 구축하고 이를 구성 요소와 연결을 나타내는 그래프로 변환할 수 있으며 GCN 모델을 이용해 최적의 전원 배치를 예측한 결과값을 얻을 수 있다. 이 시스템은 실시간 전력 흐름 시뮬레이션과 GNN 기반 추론을 결합하여 자동화된 회로 완성을 제공한다.
서론 ( Introduction )
1. 	연구 필요성 및 목적
전통적인 전력망은 고정된 설계와 수동적 제어에 기반하고 있어 에너지 효율성, 공급 안정성, 환경 적응성 측면에서 여러 한계를 가진다. 특히 분산형 전력원이 확대되고 있는 현대 사회에서, 전력망 내 개별 구성 요소 간의 상호작용을 효과적으로 반영하고 제어하는 능력이 중요해지고 있다 이러한 배경에서 스마트 그리드 기술이 대두되었으며, 이를 통해 실시간 데이터 기반의 전력망 최적화와 효율적인 에너지 분배가 가능해졌다.
스마트 그리드의 핵심 중 하나는 복잡한 전력 시스템을 효과적으로 분석하고 예측할 수 있는 모델링 기술이다. 기존의 수치 해석 방식이나 룰 기반 최적화 기법은 복잡도와 불확실성이 높은 상황에서 유연하게 대응하기 어렵다는 문제가 있다. 특히 사용자 맞춤형 회로 구성이나 상황별 조건 변화에 따라 전력 흐름을 실시간으로 시뮬레이션하고 전원 배치를 자동으로 조정하는 기능은 기존 방식으로는 구현이 까다롭다.
이에 본 연구는 GNN을 기반으로 사용자가 구성한 회로를 그래프 형태로 해석하고 최적의 전력 공급 위치를 자동으로 예측하는 시스템을 제안한다. 
2. 	이론적 배경
1) 	그래프 이론
그래프 이론은 객체 간의 관계를 수학적으로 표현하는 구조로, 노드와 간선으로 구성된다. 본 연구에서는 회로를 구성하는 각 요소를 노드로 보고 인접한 구성 요소 간의 연결을 간선으로 모델링하여 회로를 그래프 구조로 환원하였다. 
2)  BFS
Breadth First Search(BFS)는 그래프 탐색 알고리즘으로, 한 노드에서 시작하여 인접한 노드들을 너비 우선 방식으로 방문하는 절차이다. 본 프로젝트에서는 전력이 회로망을 따라 어떻게 확산되는지를 시뮬레이션하기 위해 BFS 알고리즘을 활용하였다. 전력이 한 구성 요소에서 인접 구성 요소로 전달되며 점차 감쇠되는 구조를 구현함으로써, 회로 내 전등의 점등 여부를 판단할 수 있게 된다.
3)  GNN
Graph Neural Network(GNN)은 그래프 데이터를 입력으로 받아 노드, 간선, 또는 전체 그래프에 대한 예측을 수행하는 신경망 구조이다. GNN의 핵심 개념은 메시지 패싱으로, 각 노드는 이웃 노드들로부터 정보를 받아 자신의 특징을 갱신한다. 본 연구에서는 각 구성 요소의 종류 및 위치 정보를 포함한 노드 특성을 기반으로, 해당 위치에 전원을 추가해야 할지를 예측하는 데 GNN을 활용하였다.
4)  GCN
Graph Convolutional Network(GCN)은 GNN의 일종으로, 그래프 상의 노드 특징을 선형 변환과 인접 노드의 평균 또는 정규화된 가중 합을 통해 갱신한다. 일반적인 CNN이 이미지의 국소 정보를 활용하듯, GCN은 그래프의 국소 구조를 활용하여 학습을 진행한다. 본 프로젝트에서는 두 층의 GCNConv 계층을 사용하여 각 노드에 대해 전원을 설치할 필요성을 분류하는 이진 분류 문제로 접근하였다.
 
재료와 방법 ( Materials and Methods)
1. 연구 방법
본 연구는 사용자 구성 회로를 그래프 형태로 변환하고, GCN 모델을 학습하여 회로 최적화를 수행하는 일련의 과정으로 구성되었다. 전체 절차는 다음과 같다.
먼저, Pygame 기반의 GUI 환경을 통해 사용자가 직접 회로를 구성할 수 있도록 하였다. 사용자는 마우스를 이용해 회로 내에 풍력 발전기, 태양광 발전기, 전등, 전선을 배치하며 전력망을 설계할 수 있으며, 발전기의 출력은 슬라이더를 통해 조절 가능하다.
구성된 회로는 2차원 그리드 형태의 데이터를 기반으로 인접한 구성 요소 간의 연결 정보를 추출하고, 각 노드를 특징 벡터로 표현하여 PyTorch Geometric의 Data 객체 형태로 변환하였다. 각 노드는 해당 구성 요소의 종류(wpp, spp, wire, light), 태양광/풍력 출력 값을 포함한 총 6차원의 입력 벡터로 구성된다. 간선은 상하좌우 인접한 노드 간의 연결을 기준으로 설정된다.
모델 학습에는 2층 구조의 GCN을 사용하였다. 각 노드는 발전기 설치 필요 여부를 이진 분류하는 형태로 라벨링 되었으며, CrossEntropyLoss를 사용하여 학습이 이루어졌다. 불균형 데이터 문제를 고려하여 loss 함수에 클래스 가중치를 조정하였으며, 학습 후 모델은 .pt 파일로 저장되었다.
학습된 모델은 새로운 회로에 대해 노드별 출력 확률을 계산하고, 이를 바탕으로 발전기를 설치할 위치를 순차적으로 시도함으로써 회로의 모든 전등이 점등되도록 회로를 자동 완성한다. 점등 조건은 BFS 기반의 전력 전달 알고리즘을 통해 시뮬레이션되며, 결과 회로는 디렉토리에 저장된다.

2. 연구 과정
본 연구는 회로 시뮬레이션 환경을 구축하는 것에서 출발하였다. 우선 Pygame을 이용하여 GUI 기반의 회로 편집기를 구현하였고, 사용자가 직접 발전기, 전등, 전선을 배치하며 회로를 구성할 수 있도록 설계하였다. 구성된 회로는 2차원 그리드에 저장되며 그리드의 각 셀은 구성 요소에 따라 구분된다. (wpp, spp, wire, light)
회로데이터는 매 프레임 업데이트될 때마다 power() 메소드를 통해 전원을 공급받을 수 있는지 없는지에 대해 판단한다. 이때, power() 메소드는 그리드에 대해 덱을 사용하는 BFS 방식을 따르며 이 메소드의 알고리즘은 다음과 같다.
	Pseudocode 1: power()

	function power(grid, solar_pow, wind_pow): 
    for each cell (x, y):
        grid[x][y].power ← 0

    queue ← coord. of the plants(wpp: wind_pow, spp: solar_pow)

    while queue is not empty:
        (x, y, power) ← queue.pop()

        for (dx, dy) in 상하좌우:
            nx, ny ← x + dx, dy
            if in range AND component:
                next_power ← power * 0.9
                if next_power > threshold:
                    grid[nx][ny].power ← next_power
                    if type == wire:
                        queue.push((nx, ny, next_power))



회로 데이터를 그래프 형태로 변환하기 위해 그리드의 구성 요소들의 종류를 one-hot encoding 하여 노드의 특성을 벡터로 표현하고, 그리드의 평균 태양광 및 풍력 출력 값을 추가하여 총 6차원의 입력 벡터를 구성하였다. 이와 함께 상하좌우 인접 노드 간의 연결 정보를 바탕으로 edge index를 설정하여 PyTorch Geometric의 Data 객체로 저장하고 .pt 형식으로 시리얼라이즈 하였다.





	Pseudocode 2: toGraph()

	function toGraph(game):
    for each cell in grid:
        if it contains a component:
            add node with type and position
            add feature vector
            add label (power if light)

    for each node:
        for each adjacent node:
            add edge between them

    create graph with:
        - node features (x)
        - edge list (edge_index)
        - labels (y)
        - positions and power values

    save graph as .pt



모델 학습을 위한 그래프 데이터셋은 총 100여 개의 회로 데이터를 기반으로 구성되었다. 각 노드는 전원이 필요한 위치를 1, 그렇지 않은 위치를 0으로 라벨링하여 이진 분류 문제로 변환하였다. 학습은 2층 GCN 구조를 기반으로 Adam 옵티마이저와 클래스 가중치가 적용된 CrossEntropyLoss를 활용하여 진행되었으며 학습이 완료된 파일은 추후 이용을 위해 저장해두었다. 
최종적으로, 학습된 모델을 활용하여 새로운 회로 데이터에 대한 추론을 수행하였다. 각 노드의 분류 확률을 바탕으로, 가장 가능성이 높은 위치부터 더 효율이 높은 발전기를 추가하고, 위의 power() 메소드, 즉 BFS 기반 시뮬레이션을 통해 전등이 모두 점등되는 시점을 판별하였다. 추론 결과는 새로운 그래프 데이터로 저장되며, GNN이 회로 최적화에 효과적으로 활용될 수 있음을 시각적으로 검증하였다. 

	Pseudocode 3: simulate()
	Pseudocode 4: gnn()

	function simulate(data):
    grid ← initialize empty grid
    for each node:
        place component at position

    run power propagation with solar/wind values

    for each light node:
        if power < 30: return False
    return True
	function gnn():
    load trained GNN model

    for each graph in dataset:
        predict plant placement scores
        sort nodes by score

        for each node in order:
            if not a light:
                set node as best plant type
                if simulate(graph): break

        save updated graph




결과와 고찰 ( Results and Discussions)
1. 결과 및 고찰
본 연구에서 구현한 CGN 기반 회로 최적화 시스템은 학습 데이터가 아닌 새로운 회로에 대해 자동으로 발전기 설치 위치를 예측하고 전등이 점등되도록 회로를 완성하는 데에 성공하였다. 일사량이 높아 태양광 발전이 풍력발전의 효율이 높은 그리드에서는 태양광 발전기, 그렇지 않은 곳에서는 풍력 발전기를 설치하여 효율이 높은 곳에 효율이 높은 발전소를 설치하는 알고리즘을 완벽히 수행했다. 단, 특정 구조의 회로에서는 발전기가 과다 설치되는 경향이 발생했다. 이에 본 연구에서는 이 문제점에 대하여 다음과 같은 결론을 내렸다. 
이 모델에서는 회로 내에서 발전소 설치의 효율이 높을 확률이 높은 순서대로 발전소를 설치하여 한 발전소가 설치되었을 때 그 모든 전등이 점등되었는지를 판별하는 알고리즘을 지니고 있다. 하지만 이는 과잉 설치 여부를 판단하지 않는 greedy 방식 알고리즘이다. 예를 들어 1, 2, 3번 발전소 중 3번 발전소만 설치하여도 모든 전등이 점등된다고 해도 모델의 예측순서가 1 → 2 → 3번 발전소 순이라면 1번과 2번 발전소는 이미 설치가 되었지만 이는 의미가 없는 설치가 된다. 
이러한 문제점을 해결하기 위한 후속 연구로는 greedy 방식으로 예측된 설치 위치 중 불필요한 발전기를 제거하여 효율적인 최소 설치 조합을 추정하는 후처리 알고리즘을 도입하는 방안을 제안할 수 있다. 예를 들어, 전등이 모두 점등된 이후에는 설치된 발전기들을 하나씩 제거해보며 그 필요성을 재검토하고, 실질적으로 회로의 전력 흐름에 기여하지 않는 발전기를 제거함으로써 최적의 설치 집합을 도출할 수 있다.
또한, 본 연구에서는 회로 전체에 대해 평균 일사량과 평균 풍속을 설정하여 회로 전체에 동일한 발전 효율을 적용하였으나, 실제 전력망에서는 지리적 조건에 따라 각 노드별로 발전 효율이 달라지는 것이 일반적이다. 따라서 후속 연구에서는 각 노드별로 개별적인 일사량 및 풍속 데이터를 설정하고 이를 입력 피처로 포함함으로써 더 정밀한 지역 맞춤형 발전기 배치 예측이 가능하도록 확장할 수 있을 것이다. 이와 같은 환경적 변수의 세분화는 모델의 현실성과 적용 가능성을 더욱 높여줄 수 있다.
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